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Résumé 

 
Notre article explore l'application des algorithmes de Machine Learning, notamment 

les machines à vecteurs de support (SVM) et les k-plus proches voisins (KNN), dans 

la prédiction du cancer du sein chez les femmes. Le cancer du sein représente l'une 

des principales causes de mortalité chez les femmes, et une détection précoce est 

cruciale pour améliorer les taux de survie. Pour ce faire, nous avons identifié et 

analysé divers facteurs de risque, tels que des antécédents familiaux, l'âge, le statut 

hormonal, et d'autres variables cliniques et démographiques, afin de créer un 

ensemble de données robuste. 

Nous avons prétraité ces données pour assurer leur qualité et leur pertinence, avant 

de les diviser en ensembles d'entraînement et de test. Les algorithmes SVM et KNN 

ont ensuite été appliqués pour entrainer des modèles prédictifs. Les performances des 

modèles ont été évaluées en utilisant des métriques telles que la précision, le rappel 

et la courbe ROC, permettant une comparaison efficace de leurs capacités de 

classification. 

Les résultats montrent que les algorithmes de Machine Learning peuvent offrir une 

amélioration significative par rapport aux méthodes traditionnelles de dépistage du 

cancer du sein. En outre, l'étude met en lumière l'importance de l'interprétabilité des 

modèles, afin d'assurer que les cliniciens puissent utiliser ces outils d'aide à la 

décision de manière informée. Enfin, nous discutons des implications éthiques et 

cliniques de l'intégration de ces technologies dans la pratique médicale, ainsi que des 

perspectives futures pour la recherche en santé publique. 

 

Mots clés : Cancer de sein, Prédiction, Facteurs de risques, Machine Learning et 

Algorithme 
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Abstract : 

 
Our paper explores the application of machine learning algorithms, including support 

vector machines (SVM) and k-nearest neighbors (KNN), in the prediction of breast 

cancer in women. Breast cancer represents one of the leading causes of death among 

women, and early detection is crucial to improving survival rates. To do this, we 

identified and analyzed various risk factors, such as family history, age, hormonal 

status, and other clinical and demographic variables, to create a robust dataset. 

We preprocessed this data to ensure its quality and relevance, before splitting it into 

training and testing sets. SVM and KNN algorithms were then applied to train 

predictive models. The performance of the models was evaluated using metrics such 

as precision, recall, and ROC curve, allowing for effective comparison of their 

classification capabilities. 

The results show that machine learning algorithms can offer a significant 

improvement over traditional breast cancer screening method. Additionally, the study 

highlights the importance of model interpretability, to ensure that clinicians can use 

this decision support tools in an informed manner. Finally, we discuss the ethical and 

clinical implications of integrating these technologies into medical practice, as well 

as future perspectives for public health research. 

 

Keywords: Breast cancer, Prediction, Risk factors, Machine Learning and Algorithm 
 

 

I. Introduction  

 

Contexte de l’étude 

 

Les seins jouent un rôle important dans la féminité et dans l’image que 

la femme a de son corps. La fonction biologique du sein est de 

produire du lait afin de nourrir un nouveau-né. La structure du sein est 

complexe. Chaque sein (appelé aussi glande mammaire) est composé 

de quinze à vingt compartiments séparés par du tissu graisseux qui 

donne au sein la forme qu’on lui connaît. Chacun de ces 

compartiments est constitué de lobules et de canaux. Le rôle des 

lobules est de produire le lait en période d’allaitement ; les canaux 

transportent ensuite le lait vers le mamelon. (Sor savoir patient, 

2022) 
Une cellule cancéreuse est une cellule qui s’est modifiée. 

Habituellement, ces modifications sont réparées par l’organisme. 

Cependant, lorsque la cellule devient cancéreuse, elle perd ses 

capacités de réparation. Elle se met alors à se multiplier et finit par 
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former une masse qu’on appelle tumeur maligne. Les cellules des 

tumeurs malignes ont tendance à quitter leur tissu d’origine et à 

envahir les tissus voisins ; on parle de cancer infiltrant. Certaines 

tumeurs restent dans leur tissu d’origine sans infiltrer les tissus 

voisins. On parle alors d’un cancer in situ (« resté en place »). (Sor 

savoir patient, 2022) 
 

Les techniques d'apprentissage automatique peuvent s'avérer un outil 

informatique utile pour modéliser le comportement de l'expert, 

améliorer la précision de la classification et devenir une norme 

universelle pour les médecins. 

Chez la femme, le cancer du sein est le cancer le plus souvent 

diagnostiqué et la principale cause de décès par cancer. C’est le cancer 

le plus fréquent chez la femme, et ce dans la vaste majorité des pays 

(157 sur 185). Entre 1990 et 2018, le nombre annuel de nouveaux cas 

de cancer du sein chez la femme a presque doublé, passant de 29 970 

à 58 400 cas annuels, soit +1,1 % par an en moyenne ; entre 2010 et 

2023, la progression a été plus faible, estimée à +0,3 % par an. En 

2022, on a recensé 2,3 millions de cas féminins et 670 000 décès dus 

au cancer du sein dans le monde. Présent dans tous les pays, le cancer 

du sein touche les femmes de tous âges à partir de la puberté, mais son 

incidence croît à mesure que l’âge avance. (OMS, Cancer du sein, 

mars 2024) 

Absence de programme de dépistage systématique : Contrairement à 

certains pays où des programmes de dépistage régulier du cancer du 

sein sont en place, notre pays ne dispose pas d'un tel programme. Cela 

laisse une grande partie de la population féminine sans surveillance 

systématique, augmentant le risque de diagnostic tardif. 

 

Limites des méthodes traditionnelles : Bien que les mammographies 

et l'IRM mammaire soient des outils efficaces pour le dépistage du 

cancer du sein, ils ne sont souvent utilisés que lorsqu'il y a déjà des 

symptômes ou des raisons spécifiques de soupçonner un cancer. Cette 

approche réactive peut entraîner des diagnostics tardifs, lorsque le 

traitement est moins efficace. 

https://www.who.int/fr/news-room/fact-sheets/detail/breast-cancer
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Sous-utilisation des données disponibles : Les facteurs de risque du 

cancer du sein, y compris les antécédents médicaux, les informations 

génétiques, et les facteurs de style de vie, ne sont pas pleinement 

exploitées pour la prédiction proactive du cancer du sein. Il existe une 

opportunité d'utiliser ces données pour identifier les femmes à haut 

risque avant l'apparition des symptômes. 

 

    I .1Cadre conceptuel 

Cette section de l’article vise à présenter les fondements théoriques 

sous-jacents au développement d’un modèle prédictif pour le cancer 

du sein à partir de facteurs de risque du cancer du sein. Plusieurs 

domaines théoriques seront abordés pour comprendre les bases sur 

lesquelles repose cette étude : l'épidémiologie du cancer du sein, 

l’intelligence artificielle et les techniques d’apprentissage 

automatique, et la modélisation prédictive dans le domaine médical. 

       I.1.1 L’épidémiologie du cancer du sein 

Le cancer du sein est la tumeur maligne la plus fréquente chez les 

femmes dans le monde et l'une des principales causes de mortalité liée 

au cancer. Plus de 1,2 million de cas sont diagnostiqués chaque année, 

touchant 10 à 12% de la population féminine et représentant près de 

500 000 décès par an dans le monde. Son incidence est plus importante 

dans les pays développés alors que dans les pays à ressources limitées, 

particulièrement en Afrique, la mortalité y est plus élevée. Cette 

variabilité géographique des taux d'incidence et de mortalité rend 

compte des difficultés diagnostiques et thérapeutiques du cancer du 

sein dans les pays à ressources limitées. C'est une pathologie dont les 

moyens diagnostiques sont de nos jours développés, allant de la 

détection précoce à la mise en évidence de lésions infra cliniques ; ce 

qui a nettement amélioré le pronostic dans les pays développés. 

(Ingala et al., 2024) 

       a) Incidence et Mortalité 

En Afrique, le cancer du sein a causé environ 74 072 décès [95 % d'UI, 

67 345-81 472 avec 168 690 (152 332–186 804 cas) ont été estimés à 

se produire en 2018. Le taux d'incidence normalisé par âge (TARI) 

s'élevait à 37,9/100 000 en Afrique, alors que le taux de mortalité 

normalisé par âge était de 17,2/100 000 en 2018. Le Nigeria était le 
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premier pays en termes de charge absolue avec 26 310 [23 610 à 29919 

cas et 11 564 [10 302-12 981 décès, suivis par l'Égypte avec 23 081 

[21 734-24 512 cas de nouveaux cas et (9254 [8707-9836) décès en 

2018 (Fig. 1a et b). Géographiquement, les taux élevés d'incidence de 

l'âge sont également reflétés dans le nombre élevé de décès de tous les 

âges, mais les taux normalisés par âge étaient assez asymétriques entre 

l'incidence et la mortalité en Afrique. (Journal of Public Health, 

2018) 

 

Figure n° 1. Répartition géographique de la charge du cancer du sein 

en Afrique : a) Incidence b) Décès. Source des données : 

GLOBOCAN 2018 (CIRC). 

L'incidence du cancer du sein et les décès dus au niveau de l'âge ont 

augmenté jusqu'au groupe d'âge de 45-49 ans et ont diminué par la 

suite (Figure 2) Ce modèle a été préservé dans presque tous les pays 

africains, l'incidence étant la plus élevée dans les groupes d'âge moyen 

(30-49). 
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Figure  n° 2 :Répartition sage par groupes d'âge de l'incidence du 

cancer du sein et du nombre de décès en 2018. Incidence : Nouveaux 

cas par âge ; Décès : nombres de décès par rapport à l'âge. Source des 

données : GLOBOCAN 2018 (CIRC). 

En Afrique, les probabilités de développer un cancer du sein étaient 

de 1 femme sur 25 (probabilité : 3,94 %) au cours de leur vie (avant 

l'âge de 75 ans), tandis qu'une femme sur 57 (probabilité : 1,77 %) 

devait mourir d'un cancer du sein au cours de leur vie (fig. 3). Le risque 

de développer un cancer du sein a été multiplié par 10 en Afrique ; il 

était le plus élevé à Maurice (7,27 %, probabilité : 1 sur 14) et le plus 

faible en Gambie (0,71 %, probabilité : 1 sur 141). La probabilité de 

mourir d'un cancer du sein variait de 7 fois en Afrique, passant de 0,42 

% (environ 1 sur 240) en Gambie à la Somalie (2,97 %, probabilité : 

1 sur 34). Nous avons noté que les chances de développer un cancer 

étaient plus élevées dans les pays d'Afrique relativement développés, 

alors que le risque de décès dus au cancer du sein constituait une 

association négative avec l'IDH. (Journal of Public Health, 2018) 
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Figure 3. Répartition géographique du risque de développer et de 

mourir d'un cancer du sein en Afrique a) PROBINC (b) PROBDEATH 

PROBINC : Probabilité de développer un cancer du sein au cours de 

la vie (avant l'âge de 75 ans); PROBDEATH: Probabilité de mourir 

d'un cancer du sein au cours de la vie (avant l'âge de 75 ans). 

En République Démocratique du Congo (RDC), le cancer du sein étant 

donné sa morbidité et sa mortalité constitue un problème majeur de 

santé publique. Dans une étude sur profil épidemio-clinique et 

moléculaire du cancer du sein dans les hôpitaux de la ville Kinshasa, 

Kingu M et al. Ont trouvé une fréquence de 24% et 94% des femmes 

étaient diagnostiquées à un stade avancé. (Kingu M et al., s.d.) 

Tableau n°1 : Le poids du cancer du sein en RDC 

Pays Incidence ASIR Morts ASMR MIR 

République 

démocratique 

du Congo  

6 149 

 [4 896-7 723] 24.6 

3 263  

[2 631-4 048] 13.6 0.40 
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Tableau n°2 : Risque d'incidence et de décès par cancer du sein en 

2018 en RDC 

 

Pays Incidence Morts 

République démocratique du Congo 

2.61  

(1 in 38) 

1.46  

(1 in 69) 

 

    b) Facteurs de risque et prédiction 

Les facteurs de risque du cancer du sein sont nombreux et variés. Ils 

incluent des aspects biologiques, environnementaux et 

comportementaux. En voici les principaux : 

1. Âge et sexe 

Le cancer du sein survient principalement chez les femmes, bien que 

0,5 à 1 % des cas se produisent chez les hommes. L’âge est un facteur 

important, avec un risque accru après 40 ans. La plupart des cas sont 

diagnostiqués chez des femmes âgées de plus de 50 ans. (World 

Health Organization, s.d.) 

2. Antécédents familiaux et génétiques 

Les antécédents familiaux, notamment lorsqu'un parent de premier 

degré (mère, sœur, fille) a eu un cancer du sein, augmentent le risque. 

Les mutations génétiques dans les gènes BRCA1 et BRCA2 sont 

fortement associées à un risque élevé de développer un cancer du sein. 

D'autres mutations génétiques moins fréquentes, telles que PALB2, 

TP53 et CHEK2, augmentent également le risque. (Breast Cancer 

Hub, s.d.) 

 

 

https://www.who.int/news-room/fact-sheets/detail/breast-cancer
https://www.who.int/news-room/fact-sheets/detail/breast-cancer
https://www.breastcancerhub.org/breast-cancer/about-breast-cancer-africa
https://www.breastcancerhub.org/breast-cancer/about-breast-cancer-africa
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3. Facteurs hormonaux et reproductifs 

L’exposition prolongée aux hormones, en particulier aux œstrogènes, 

est un facteur de risque important. Cela inclut des facteurs tels que 

l'âge précoce des premières règles (avant 12 ans), une ménopause 

tardive (après 55 ans), et l’utilisation de traitements hormonaux 

substitutifs après la ménopause. Le fait de ne pas avoir eu d'enfants ou 

d'avoir eu un premier enfant après 30 ans peut également augmenter 

le risque. (Global Cancer Observatory, s.d.) 

4. Mode de vie 

Des facteurs liés au mode de vie, tels que la consommation d'alcool, 

l'obésité, et le manque d'activité physique, augmentent le risque de 

développer un cancer du sein. L'exposition aux rayons X ou à la 

radiation (par exemple, après un traitement pour un autre cancer) est 

également un facteur de risque connu. (Cancer Info Hub, s.d.) 

1. Concept de modélisation prédictive 

La modélisation prédictive est l'application d'algorithmes qui 

identifient des relations cachées entre diverses variables et les utilisent 

pour estimer des résultats futurs. En médecine, cela peut inclure la 

prédiction du risque de développer un cancer à partir de facteurs tels 

que l'âge, les antécédents familiaux, et les résultats d'analyses 

génétiques. (Frontiers, s.d.) 

2. Machine Learning (Apprentissage automatique) 

L’apprentissage automatique, par définition, est un domaine de 

l’informatique qui a évolué à partir de l’étude de la reconnaissance 

des formes et de la théorie de l’apprentissage informatique 

(computational Learning) en intelligence artificielle. Il s’agit de 

l’apprentissage et de la construction d’algorithmes capables 

d’apprendre à partir de jeux de données et de faire des prédictions sur 

https://gco.iarc.fr/today/data/factsheets/populations/903-africa-fact-sheets.pdf
https://www.cancer.org/cancer/types/breast-cancer/about/how-common-is-breast-cancer.html
https://www.frontiersin.org/journals/oncology/articles/10.3389/fonc.2024.1281922/full
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ces derniers. Ces procédures fonctionnent par construction d’un 

modèle à partir d’exemples d’entrées afin de faire des prédictions ou 

des choix basés sur des données plutôt que de suivre des instructions 

de programme statiques et fermes. "On dit d’un programme 

informatique qu’il apprend de l’expérience E en ce qui concerne une 

certaine tâche T et une certaine mesure de performance P, si sa 

performance sur T, telle que mesurée par P, s’améliore avec 

l’expérience E." [Tom Mitchell, Université Carnegie Mellon].  

Arthur Samuel, un pionnier dans le domaine de l’intelligence 

artificielle et des jeux vidéo, a inventé le terme "apprentissage 

automatique". Il a défini l’apprentissage automatique comme "un 

domaine d’étude qui donne aux ordinateurs la capacité d’apprendre 

sans être explicitement programmés". L’apprentissage automatique ou 

machine learning (ML) désigne la capacité d’un système à acquérir et 

à intégrer des connaissances par le biais d’observations à grande 

échelle, ainsi qu’à s’améliorer et à s’étendre en apprenant de nouvelles 

connaissances plutôt qu’en étant programmé avec ces connaissances 

(Andrea Kidd, 2016). 

1. Apprentissage supervisé 

L’apprentissage supervisé est une forme importante de ML. Il est 

appelé superviser, car le processus d’apprentissage est effectué sous 

l’étiquette vue des variables d’observation. Dans l’apprentissage 

supervisé, les ensembles de données sont entraînés avec les 

ensembles d’entraînement pour construire la ML, et seront ensuite 

utilisés pour étiqueter les nouvelles observations de l’ensemble de 

test. En ce qui concerne l’ensemble d’apprentissage, les variables 

d’entrée sont les caractéristiques qui influencent la précision de la 

variable prédite. Elles contiennent à la fois des variables 

quantitatives et qualitatives, la variable de sortie est la classe 

d’étiquetage que l’apprentissage supervisé utilisera pour étiqueter les 

nouvelles observations. En fonction des différents types de variables 

de sortie, les tâches d’apprentissage supervisé peuvent être divisées 

en deux catégories : les tâches de classification et les tâches de 

régression. 
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Tableau 2.1 – Différence entre l’apprentissage supervisé et non 

supervisé. 

 

Paramètres 

Apprentissage automatique 

supervisé 
Apprentissage automatique 

non supervisé 

 

Données 

d’entrée 

Les algorithmes sont 

formés à l’aide 

de 

données 

étiquetées. 

Les algorithmes sont utilisés 

contre des données qui ne sont 

pas étiquetées. 

Complexité 
informatique 

Une méthode plus 
simple Complexe sur le plan 

informatique 

Précision Haute précision Moins précis 

Nombre de 

classes 

Le nombre de 

classes est connu 

Le nombre de classes n’est pas 

forcément 
connu 

 

Les variables de sortie de la tâche de classification sont des variables 

catégorielles, et celles de la tâche de régression sont des variables 

continues. En occurence, la classification des images chaudes 

actuelles est une tâche de classification, et la prédiction du prix des 

actions est une tâche de régression. La procédure d’apprentissage 

supervisé peut être décrite comme suit : nous utilisons x(i) pour 

désigner les variables d’entrée, et y(i) pour désigner la variable de 

sortie. Une paire (x(i), y(i)) est un exemple d’apprentissage, et 

l’ensemble d’apprentissage que nous allons utiliser pour apprendre 

est (x(i), y(i)), i = 1, 2, ..., m. (i) dans la notation est un index dans 

l’ensemble d’apprentissage. Nous utilisons X pour désigner l’espace 

des valeurs d’entrée, et Y pour désigner l’espace des valeurs de sortie. 

Le but est, étant donné un ensemble d’apprentissage, d’apprendre une 

fonction h : X → Y afin que h(x) soit un bon prédicteur de la valeur 

correspondante de y. 

        3.1.1 Classification 

La classification est le processus qui consiste à trouver ou à découvrir 

un modèle ou une fonction qui aide à séparer les données en 

plusieurs classes catégorielles, c’est-à-dire en valeurs discrètes. 

Dans la classification, les données sont classées sous différentes 
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étiquettes en fonction de certains paramètres donnés en entrée, puis 

les étiquettes sont prédites pour les données. Le processus de 

classification traite les problèmes dans lesquels les données peuvent 

être divisées en étiquettes discrètes binaires ou multiples. 

       3.1.2. Régression 

La régression est un processus consistant à trouver un modèle ou une 

fonction permettant de distinguer les données en valeurs réelles 

continues au lieu d’utiliser des classes ou des valeurs discrètes. La 

régression peut également identifier le mouvement de distribution en 

fonction des données historiques. En d’autres termes, la régression 

sert à trouver la relation d’une variable par rapport à une ou plusieurs 

autres, dans le but d’estimer une valeur (numérique) de sortie à partir 

des valeurs d’un ensemble de caractéristiques en entrée. Par exemple, 

estimer le prix d’une maison en se basant sur sa surface, nombre des 

étages, son emplacement etc... 

         3.1.3. Apprentissage non supervisé 

L’apprentissage non supervisé consiste à former une machine en 

utilisant des informations qui ne sont ni classées ni étiquetées et à 

permettre à l’algorithme d’agir sur ces informations sans aucune 

aide. Dans ce cas, la tâche de la machine consiste à regrouper des 

informations non triées en fonction de similitudes, de modèles et de 

différences, sans formation préalable des données. Contrairement à 

l’apprentissage supervisé, aucun étiquetage n’est fourni. Par 

conséquent, la machine est limitée pour trouver la structure cachée 

dans les données. Cela permet au modèle de travailler par lui-même 

pour découvrir des modèles et des informations qui n’étaient pas 

détectés auparavant. Il traite principalement des données non 

étiquetée (Roland Krause, 2005). 

L’apprentissage non supervisé est classé en deux catégories 

d’algorithmes : 

            3.1.3.1. Regroupement (Clustering) 

Une méthode d’apprentissage non supervisée est une méthode dans 

laquelle nous tirons des références d’ensembles de données 
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constitués de données d’entrée sans réponses étiquetées. En général, 

elle est utilisée comme un processus pour trouver une structure 

significative, des processus sous-jacents explicatifs, des 

caractéristiques génératives et des regroupements inhérents à un 

ensemble d’exemples. Un problème de regroupement consiste à 

découvrir les regroupements inhérents aux données, par exemple 

en regroupant les clients par comportement d’achat. (Gur Amrit, 

2019) 

            3.1.3.2. Association 

Un problème d’apprentissage de règles d’association consiste à 

découvrir des règles qui décrivent de grandes parties de vos données, 

telles que les personnes qui achètent X ont également tendance à 

acheter Y 

         3.1.4. Algorithmes d’apprentissage automatique 

Les scientifiques des données utilisent de nombreux types 

d’algorithmes d’apprentissage automatique pour découvrir des 

modèles dans les données volumineuses qui mènent à des 

informations exploitables. À un niveau élevé, ces différents 

algorithmes peuvent être classés en deux groupes en fonction de la 

manière dont ils "apprennent" les données pour faire des prédictions 

: l’apprentissage supervisé et non supervisé. Nous citons ci-dessous 

certain des algorithmes d’apprentissage les plus utilisés. 

             3.1.4.1. Régression logistique 

La régression logistique est essentiellement un algorithme de 

classification supervisée. Dans un problème de classification, la 

variable cible (ou sortie), y, ne peut prendre que des valeurs discrètes 

pour un ensemble donné de caractéristiques (ou entrées), X. Le 

modèle construit un modèle de régression pour prédire la probabilité 

qu’une entrée de données donnée appartienne à la catégorie 

numérotée "1".  

Machine à vecteur de support 

L’algorithme SVM (Support Vector Machine) est principalement 

utilisé pour les problèmes de classification, mais aussi pour les 
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modèles de régression. Il s’agit d’un modèle linéaire qui fournit des 

solutions aux problèmes linéaires et non linéaires. Il fonctionne sur 

le concept du calcul de la marge. Fondamentalement, il sépare 

l’ensemble de données en différentes classes et dessine l’hyperlane 

entre elles (Vikramaditya JAKKULA, 2006).  

         3.1.4.2. Random Forest 

Cet algorithme est également utilisé pour les problèmes de régression 

et de classification. L’algorithme crée aléatoirement une forêt avec 

plusieurs arbres. Ainsi, dans le classificateur aléatoire Forest, plus le 

nombre d’arbres dans la forêt est élevé, plus la précision des résultats 

n’est grande. Donc, en d’autres termes, nous pouvons dire qu’une 

forêt aléatoire construit des arbres de décision collectifs appelés forêt 

et les intègre ensemble pour obtenir une prédiction plus précise et 

stable et la forêt qu’il construit dans la collection d’arbres de décision 

et chaque arbre de décision est construit seulement sur une partie de 

l’ensemble de données définies et il est formé avec la méthode de 

bagging. La forêt aléatoire regroupe plusieurs arbres de décision pour 

aboutir à la décision finale. 

          3.1.4.3. Régression linéaire 

La régression linéaire est un algorithme d’apprentissage automatique 

basé sur l’apprentissage supervisé. Il effectue une tâche de 

régression. La régression modélise une valeur de prédiction cible 

basée sur des variables indépendantes. Elle est principalement 

utilisée pour découvrir la relation entre les variables et les prévisions. 

Les différents modèles de régression diffèrent en fonction du type de 

relation entre les variables dépendantes et indépendantes qu’ils 

considèrent, et du nombre de variables indépendantes utilisées. La 

ligne de régression est la meilleure ligne d’ajustement pour notre 

modèle. (Kelly H ZOU, 2003).  

       

 

         3.1.4.4. K-Nearest Neighbors (KNN) 

Les méthodes d’apprentissage basées sur les voisins sont de deux 

y = Θ1 + Θ2 · x 
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types : supervisées et non supervisées. L’apprentissage supervisé 

basé sur les voisins peut être utilisé pour les problèmes prédictifs de 

classification et de régression, mais il est principalement utilisé pour 

les problèmes prédictifs de classification dans l’industrie. Les 

méthodes d’apprentissage basées sur les voisins n’ont pas de phase 

de formation spécialisée et utilisent toutes les données pour la 

formation pendant la classification. Elles ne supposent rien non plus 

des données sous-jacentes. (Faïcel Chamroukhi, 2013). 

            3.1.4.5. Decision Tree 

L’arbre de décision est l’outil le plus puissant et le plus populaire 

pour la classification et la prédiction. Un arbre de décision est une 

structure arborescente de type organigramme, où chaque nœud 

interne représente un test sur un attribut, chaque branche représente 

un résultat du test, et chaque nœud feuille (nœud terminal) contient 

une étiquette de classe (J Ross QUINLAN, 1996). 

 

II Méthodologie de l’étude 

La philosophie de recherche de cette étude repose sur l’intégration de 

la méthodologie Team Data Science Process (TDSP) et d’une 

approche conceptuelle en modélisation prédictive pour anticiper les 

risques de cancer du sein, à partir de facteurs de risque du cancer du 

sein.La méthodologie TDSP va se concentré sur une approche 

structurée et collaborative dans le cadre de projets de science des 

données. Ses principales étapes incluent : 

 Planification : Identification des objectifs, des parties prenantes 

et des ressources nécessaires pour le projet. 

 Collecte des données : Rassemblement de données pertinentes 

sur les facteurs de risque du cancer du sein, qu'elles soient 

cliniques, démographiques, génétiques, ou autres. 

 Préparation des données : Nettoyage et transformation des 

données pour garantir leur qualité et leur pertinence pour les 

analyses. 
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 Modélisation : Utilisation de techniques de modélisation 

prédictive pour créer des modèles qui peuvent identifier les 

risques de cancer du sein à partir des données d'entrée. 

 Évaluation : Validation des modèles afin d’assurer leur précision 

et leur robustesse. 

 Déploiement : Mise en place de solutions pratiques pour utiliser 

les modèles dans un environnement clinique ou de recherche. 

 Suivi : Observation continue des modèles et mise à jour selon les 

nouvelles données ou évolutions des pratiques médicales. 

         2.1. Approche conceptuelle du TDSP 

Le TDSP est un cadre méthodologique structuré conçu pour organiser, 

gérer et mettre en œuvre des projets de science des données. Cette 

méthodologie assure une approche systématique pour le 

développement et le déploiement des modèles de machine Learning 

dans divers domaines, y compris la santé. Il s’agit d’un processus de 

science des données moderne qui combine des éléments du cycle de 

vie de la science des données de base, de l’ingénierie logicielle et des 

processus Agile. 

Le cycle de vie d’un projet TDSP comprend cinq étapes itératives : 

 

Figure n°4 Cycle de vie de la science des données de base 

Le TDSP est basé sur trois principes : 

 Collaboration multidisciplinaire : Il facilite le travail 

conjoint entre les data scientists, les cliniciens et les parties 

https://www.datascience-pm.com/data-science-process/
https://www.datascience-pm.com/data-science-process/
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prenantes pour garantir que les modèles développés répondent 

aux besoins réels des utilisateurs finaux. Cela assure que les 

objectifs du projet, tels que l’identification précoce des 

risques de cancer du sein, sont en phase avec les priorités 

médicales et cliniques (Peterson et al., 2019). 

 Itération et amélioration continue : Le TDSP favorise des 

itérations successives tout au long du cycle de développement, 

ce qui permet de tester et d'ajuster continuellement les 

modèles prédictifs pour en optimiser la précision et la fiabilité 

(Wang et al., 2021). 
 Systématisation : Avec des phases clairement définies, le 

TDSP garantit une gestion rigoureuse du projet en s'assurant 

que chaque étape est réalisée dans l'ordre, réduisant ainsi le 

risque d’erreurs et favorisant la transparence tout au long du 

processus (Muller et al., 2020). 

       2.2. Modélisation prédictive : Une approche conceptuelle 

Le fondement de cette recherche est la création d’un modèle prédictif 

utilisant les facteurs de risque du cancer du sein pour anticiper le 

risque de cancer du sein. L’approche adoptée suit les principes 

suivants : 

 Rationalité scientifique : La modélisation repose sur des 

théories scientifiques éprouvées dans le domaine médical. Les 

facteurs de risque tels que les antécédents familiaux, les 

données génétiques, et les informations cliniques sont 

analysés pour établir un modèle prédictif capable de fournir 

une évaluation précise des risques pour chaque patiente. 

 Data-driven : L’approche orientée vers les données s'appuie 

sur des techniques d'apprentissage automatique et 

d'intelligence artificielle pour permettre la prédiction. Elle fait 

référence à l'utilisation des données pour prendre des 

décisions, faire des prédictions ou tirer des conclusions, plutôt 

que de se fier à l'intuition ou à des modèles théoriques. Cette 

approche met l'accent sur l'exploitation des données réelles 

comme source principale de connaissances et d'informations. 
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       2.2.3 Processus TDSP et Phases de développement 

             2.2.3.1 Planification (Business Understanding) 

La première phase du cycle de vie TDSP consiste à bien comprendre 

les objectifs du projet et les besoins spécifiques des utilisateurs 

finaux. 

a. Définition des objectifs : Le but est de développer un modèle 

prédictif pour anticiper le risque de cancer du sein en analysant les 

facteurs de risque du cancer du sein des patientes. 

Objectifs Actions Associées Mesurables 

Objectif Principal : 

Développer un modèle 

prédictif du cancer du sein 

avec une précision générale 

d’au moins 0.97 

Utiliser les facteurs de 

risque du cancer du sein 

Modèle déployé 

et opérationnel 

Sous-objectif 1.1 : Collecte 

de données 

Recueillir les données des 

sources appropriées (ex: 

BCSC, mammographies) 

Qualité des 

données 

collectées et 

diversité des 

sources 

Sous-objectif 1.2 : 

Préparation des données 

Nettoyage, normalisation, 

extraction des 

caractéristiques 

Amélioration de 

la qualité des 

données après 

préparation 

Sous-objectif 2 : Créer et 

entraîner un modèle 

prédictif 

Tester différents modèles 

de machine Learning 

(réseaux de neurones, 

SVM) 

Comparaison des 

performances des 

modèles 

(précision, AUC-

ROC) 

Sous-objectif 3 : Tester et 

valider le modèle 

Validation croisée, tests 

sur ensemble indépendant 

Taux de faux 

positifs/négatifs 

Sous-objectif 4 : 

Déploiement 

Documenter les étapes, 

déployer l'interface et le 

modèle 

Nombre 

d'utilisateurs, 

retour 

d'expérience 

Sous-objectif 5: Concevoir 

une interface web 

Développer le backend 

(PHP) et frontend 

(Angular) 

Fonctionnalités 

web (API, UX, 

latence) 
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      2.2.3.2 Acquisition et compréhension des données (Data 

Acquisition and Understanding) 

Cette phase se concentre sur la collecte et la préparation des données 

qui alimenteront le modèle prédictif. 

 

1 Collecte des données :  

 

Les données collectées viennent des datasets de ‘Consortium de 

surveillance du cancer du sein’ (BCSC) (Risk Factor Dataset 

Download : BCSC (bcsc-research.org)) 

Ce dataset a été créé en sélectionnant un examen par femme par année 

civile et par année d'âge. Lorsque des mammographies de dépistage et 

de diagnostic existent pour une femme et une année donnée, les 

mammographies de dépistage ont été sélectionnées de préférence. 

 Tableau n°… L’ensemble de données sur les facteurs de risque.  

Nom de la variable Description Codage 

année Année civile d'observation Numérique, 2005-2017 

tranche_d'âge_5_ans 
Âge (années) par groupe de 5 

ans 

1 = 18-29 ans  

2 = 30-34 ans 

3 = 35-39 ans 
4 = 40-44 ans  

5 = 45-49 ans  

6 = 50-54 ans 
7 = 55-59 ans  

8 = 60-64 ans 

9 = 65-69 ans 
10 = 70-74 ans 

11 = 75-79 ans 

12 = 80-84 ans 
13 = Âge > 85 ans 
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Nom de la variable Description Codage 

race_eth Race/ethnicité 

1 = Blanc non 

hispanique 
2 = Noir non hispanique 

3 = Asiatique/insulaire 

du Pacifique 
4 = Amérindien 

5 = Hispanique 

6 = Autre/mixte 
9 = Inconnu 

premier_degré_hx 

Antécédents de cancer du sein 

chez un parent au premier 

degré 

0 = Non 

1 = Oui 

9 = Inconnu 

âge_ménarche Âge (années) à la ménarche 

0 = Âge > 14 

1 = Âge 12-13 

2 = Âge < 12 
9 = Inconnu 

âge_premiere_naissance 
Âge (années) à la première 
naissance 

0 = Âge < 20 

1 = Âge 20-24 

2 = Âge 25-29 
3 = Âge > 30 

4 = Nullipare 
9 = Inconnu 

BIRADS_densité_mammaire   Densité mammaire BI-RADS 

1 = Presque entièrement 

gras 

2 = Densités 
fibroglandulaires 

dispersées 

3 = Dense hétérogène 

4 = Extrêmement dense 

9 = Système de mesure 

inconnu ou différent 

courant_hrt 
Utilisation d'un traitement 

hormonal substitutif 

0 = Non 

1 = Oui 
9 = Inconnu 

Ménopause Statut de la ménopause 

1 = Pré- ou péri-
ménopause 

2 = Post-ménopause 

3 = Ménopause 
chirurgicale 

9 = Inconnu 
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Nom de la variable Description Codage 

groupe_bmi 
Indice de masse 

corporelle  (kg/ m2 ) 

1 = 10-24,99 

2 = 25-29,99 
3 = 30-34,99 

4 = 35 ou plus 

9 = Inconnu 

biophx     
Biopsie ou aspiration 

mammaire antérieure 

0 = Non 

1 = Oui 

9 = Inconnu 

Histoire du cancer du sein     
Diagnostic antérieur de cancer 

du sein 

0 = Non 
1 = Oui 

9 = Inconnu 

Toutes les variables continues sont groupées, nous sommes alors en 

présence de variables catégorielles. Il n’est pas alors nécessaire de 

mesurer ces tendances. 

 Visualisation des distributions : Il est question de visualiser 

la distribution des variables. 

 

Figure n°5 : visualisation de distribution 

Notons que la distribution sur les groupes d’âge nous montre que nous 

montre que la majorité des femmes analysées sont des groupes 6, 7, 8 

et 9. Mais c’est le groupe 7 qui a beaucoup plus d’enchantions.  
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 Évaluation des fréquences : Vérification de la répartition des 

variables catégorielles) 

 

Figure n°6 Evaluation des fréquences 

3. Analyse des corrélations 

L'analyse des corrélations entre les variables permet de déceler des 

relations importantes : 

 

Figure n°7 analyse de corrélation entre les variables 
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4. Détection d'anomalies 

 

L’exploration des données permet aussi de repérer des valeurs 

aberrantes ou des anomalies qui peuvent fausser le modèle : 

 Identification des outliers : Utilisation de techniques telles 

que les boxplots ou la distance interquartile pour détecter les 

points de données anormaux. 

 

Figure n° 8 Detection d’anomalie. 

 Décision sur le traitement des outliers : Soit leur 

suppression, soit leur transformation pour les rendre plus 

cohérents avec le reste des données. 

Nous n’avons pas des outliers dans ce dataset grâce au travail effectué 

en amont par le BCSC. Transformation des variables : Normalisation 

ou standardisation des variables continues et transformation des 

variables catégorielles en valeurs numériques si nécessaire. 

    a. Séparation des données en features X et Label cible y :  

 



 

137 

C  

O  

L  

L  

E  

C  

T  

I  

O  

N  

  

P  

L  

U  

R  

A  

X  

E  

S  

 

/  

M  

O  

N  

D  

E 

    b. Effectuez un fractionnement Entraînement|Test (Train Test 

Split) sur les données, avec une taille de test de 10% :  

 

III Présentation des résultats 

3.0 Introduction 

Ce point a pour objectif de présenter le processus de mise en œuvre du 

modèle prédictif du cancer du sein développé dans le cadre de cette 

étude, ainsi que les résultats obtenus et des cas concrets d'utilisation. 

L'implémentation du modèle consiste à passer de la phase de 

développement à la phase de production, garantissant ainsi que le 

modèle puisse être utilisé dans des environnements cliniques réels 

pour anticiper le risque de cancer du sein chez les patientes. 

 

   3.1 Processus de mise en production du modèle 

 3.1.1 Environnement de production 
L'environnement de production est un aspect clé pour garantir que le 

modèle prédictif du cancer du sein soit accessible, performant, et 

utilisable dans un cadre clinique réel. Cette section décrit les 

composants techniques, l'infrastructure, ainsi que les outils utilisés 

pour déployer et exécuter le modèle en production. 

         1.Utilisation d’une API RESTful 

Pour rendre le modèle accessible aux utilisateurs finaux (médecins, 

professionnels de la santé), une API RESTful a été mise en place. 

Cette API permet aux utilisateurs d’interagir avec le modèle en 

envoyant les facteurs de risque du cancer du sein à travers des requêtes 

HTTP, et de recevoir les prédictions de risque de cancer en réponse. 

L’API a été construite de manière à offrir : 
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 Simplicité d’utilisation : Les médecins peuvent soumettre les 

informations patientes via une interface conviviale, tandis que 

l’API gère les interactions avec le modèle en arrière-plan. 

 Réponses en temps réel : L'API garantit un temps de réponse 

rapide pour fournir aux utilisateurs les résultats de la 

prédiction dans les délais les plus courts possibles, 

améliorant ainsi l’efficacité clinique. 

  

 

2. Infrastructure cloud pour le déploiement 

Le modèle a été déployé sur une infrastructure cloud, assurant un 

déploiement flexible, scalable et sécurisé. Le cloud offre l'avantage 

d'une haute disponibilité et permet une montée en charge dynamique 

en fonction des besoins : 

 Scalabilité : En cas d’augmentation du nombre d’utilisateurs 

ou de la charge de travail, des instances supplémentaires du 

modèle peuvent être activées automatiquement, garantissant 

une réactivité constante. 

 Sécurité : L’environnement cloud a été configuré pour 

répondre aux exigences de sécurité des données médicales, 

incluant la protection des informations patientes via des 

protocoles de chiffrement et l’isolation des environnements de 

calcul. 

           3.1.2 Outils et technologies utilisés 

Dans cette section, on décrit les outils technologiques nécessaires au 

développement et au déploiement du modèle. 
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 Environnements logiciels :  

Langage de programmation Python   

Python est le langage de programmation 

open source le plus employé par les 

informaticiens. Ce langage s'est propulsé en 

tête de la gestion d'infrastructure, d'analyse 

de données ou dans le domaine du 

développement de logiciels. C’est un 

langage portable, dynamique, extensible, 

gratuit, qui permet (sans l’imposer) une 

approche modulaire et orientée objet de la 

programmation. Python est développé 

depuis 1989 par Guido van Rossum et de 

nombreux contributeurs bénévoles. (Gerard 

Swinnen ,2010) 

 

1. Les bibliothèques python 

 

Les bibliothèques de Python sont également appelées modules ou 

packages, sont des ensembles de fonctions, de classes et d’objets 

préexistants regroupés dans des fichiers. Elles fournissent des 

fonctionnalités supplémentaires et des outils prêts à l’emploi pour 

faciliter le développement de programmes en Python. (VanderPlas, J. 

2016). 

 

     1.1 Sklearn  
Scikit-learn est une bibliothèque libre Python destinée à 

l'apprentissage automatique. Nous avons l’utiliser pour nous 

permettre de ploter les graphe de accuracy , de erreur et la matrice de 

confusion Scikit-learn, encore appelé sklearn, est la bibliothèque la 

plus puissante et la plus robuste pour le machine learning en Python. 

(Pedregosa, F., et al. ,2011).  
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      2.3 Pandas 

C’est une bibliothèque du langage de 

programmation Python, dont la quasi- totalité 

est spécialisée à la Data Science. Dans le 

cadre de notre recherche nous allons 

démonter l’utilité de cette bibliothèque et 

pourquoi il est incontournable pour les Data 

Scientists et en machine Learning. (Raschka, 

S., & Mirjalili, V. ,2017). 

                                       Il s’agit tout  

       2.5 Numpy 

Le module numpy est la boîte à outils indispensable 

pour faire du calcul scientifique avec Python. Pour 

modéliser les vecteurs, matrices, et plus 

généralement les tableaux à n dimensions, numpy 

fournit le type ndarray.( VanderPlas, J. , 2016.) Il y 

a des différences majeures avec les listes (resp. les 

listes de listes) qui pourraient elles aussi nous servir 

à représenter des vecteurs (resp. des matrices) :  

 

   2.6 Matplotlib 

Matplotlib est une librairie graphique très 

connue en Python, car elle est puissante, 

facile à prendre en main et chaque élément 

de la figure peut être configuré finement via 

un grand nombre de paramètres disponibles. 

(Hunter, J. D. ,2007). Il est possible de 

paramétrer la taille de la figure, sa qualité, 

les couleurs, les styles, les axes, les titres, 

etc. De plus, les figures en sortie peuvent 

être de différents formats comme les 

formats PNG, PDF, SVG ou encore EPS. 
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Ressources matérielles : Description des infrastructures requises 

pour l’exécution des algorithmes et le traitement des données 

massives. 

Anaconda Navigator 

Anaconda est une distribution qui inclut une version de Python (ou R) 

ainsi qu'un ensemble de bibliothèques et outils populaires utilisés pour 

la science des données et l'analyse. Il est fourni avec plus de 1 500 

paquets de Python pour des tâches variées, notamment l’analyse des 

données, la manipulation des données, le calcul scientifique, la 

visualisation, et bien d’autr 

 

Figure n° 9Environnement d’Anaconda navigator 

       3.1.3 Modélisation (Modeling) 
La phase de modélisation concerne la conception, l’entraînement et 

l’optimisation du modèle prédictif. 

Choix des algorithmes : Justification des algorithmes de machine 

Learning retenus. 
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Nous allons utiliser, dans le cadre de ce travail, deux algorithmes 

parmi les plus performant en machine Learning pour les problèmes de 

classification, En l’occurrence le SVM (Support Vector Machine) et 

le KNN (K-Nearest Neighbors). 

Après évaluation, un seul sera alors retenu pour notre modèle.  

- Entraînement, Optimisation et validation : Description du 

processus d’entraînement du modèle avec les données 

collectées et validation croisée pour mesurer les 

performances. 

- SVM (Support Vector Machine) :  

 

Création du modèle : 

   

 
 

Utilisation d'un GridSearchCV pour effectuer une recherche sur 

grille afin de trouver les meilleurs paramètres C et gamma : 

 

 
 

Entrainement du modèle :  
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Meilleurs paramètres : 

 
 

Evaluation :  

Matrice de confusion 

 

  

Figure n°10.Matrice de confusion 
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Rapport de la classification 

 

 
 

Figure n°11courbe de ROC 

 

- KNN (K-Nearest Neighbors) :  

Création du modèle : 

 

Utilisation d'un GridSearchCV pour effectuer une recherche sur 

grille afin de trouver les meilleurs paramètres : 
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Entrainement du modèle :  

 

Meilleurs paramètres : 
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Evaluation :  
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Les évaluations de deux modèles nous donnent les résultats suivants :  

 La proportion de prédictions correctes sur l'ensemble des 

prédictions (accuracy), représentant la précision globale, est 

de 0.97 pour le SVN et 0.95 pour le KNN. 

 La proportion des prédictions positives correctes par rapport 

à toutes les prédictions positives faites (précision) de macro 

avg et weighted avg de 0.97 pour le SVN et 0.95 pour le KNN. 

 

 La proportion des vrais positifs capturés parmi les exemples 

réellement positif (Recall), représentant la sensibilité du 

modèle, est de 0.97 pour le SVN et 0.95 pour le KNN. 

 La moyenne harmonique de la précision et du rappel (F1-

score), une mesure globale de la performance pour les classes 

déséquilibrées, est de 0.97 pour le SVN et 0.95 pour le KNN. 

 ROC (Receiver Operating Characteristic) : est la courbe qui 

permet de visualiser les performances du modèle et AUC 

(Area Under the Curve) est une valeur numérique qui résume 

l'intégralité de la courbe ROC. Nous avons une valeur AUC 

de 0.98 pour les deux algorithmes utilisés. 

 

Les observations ci-haut nous montre que le SVN s’est montre plus 

performant que le KNN, d’où décision de l’utiliser comme algorithme 

pour notre modèle de prédiction du cancer du sein. 

 

        3.1.4 Déploiement (Deployment) 

Une fois le modèle validé, il est déployé pour permettre son utilisation. 

- Nous commençons par sauvegarder notre modèle à l'aide de 

joblib afin de le charger plus tard dans l'API. 
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- Créer une API Flask :  

L’API va nous servir d’intermédiaire entre le modèle et les interfaces 

homme-machines que vont utiliser les médecins  

 

 

4. Conclusion et Perspectives 

 

        4.1 Conclusion  

Le développement d’un modèle prédictif pour le cancer du sein basé 

sur les facteurs de risque du cancer du sein représente une avancée 

significative dans l’amélioration de la détection précoce de cette 

maladie. À travers ce mémoire, nous avons suivi une méthodologie 

conceptuelle en utilisant le cadre TDSP (Team Data Science Process) 

pour structurer toutes les étapes de la conception, du développement, 

du test et du déploiement du modèle. Ce processus a permis de garantir 

la rigueur scientifique et technique nécessaire à l’élaboration d’un 

modèle fiable. 

Les principaux résultats obtenus lors de l’entraînement du modèle, 

notamment avec des algorithmes tels que la machine à vecteurs de 

support (SVM), ont montré une précision de 0.97, démontrant ainsi 

l’efficacité de notre approche dans la prédiction du risque de cancer 
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du sein. En plus des bonnes performances, le déploiement du modèle 

dans un environnement cloud, associé à une API RESTful, permet une 

intégration fluide dans les environnements cliniques, favorisant ainsi 

son adoption par les professionnels de santé. 

Notre étude a également mis en lumière l'importance les facteurs de 

risque du cancer du sein dans la prédiction des maladies complexes 

comme le cancer du sein. En exploitant les informations liées aux 

antécédents familiaux, aux facteurs hormonaux et au mode de vie, le 

modèle permet de fournir des prédictions plus personnalisées, 

contribuant ainsi à une prise de décision plus éclairée par les 

cliniciens. 

Toutefois, malgré les performances positives du modèle, plusieurs 

limites subsistent, notamment la disponibilité et la qualité des données 

dans certains contextes cliniques, ainsi que les défis liés à la gestion 

des informations sensibles. De plus, l’absence d’une validation 

clinique à grande échelle limite, pour l’instant, l’utilisation du modèle 

dans des environnements médicaux réels. 

      4.2 Perspectives 

Les perspectives d’amélioration et d’évolution de ce travail sont 

nombreuses. Voici quelques axes à explorer pour aller plus loin dans 

l’optimisation du modèle et son implémentation dans des 

environnements réels : 

1. Validation clinique à grande échelle 
Une des étapes futures essentielles sera de procéder à une 

validation clinique complète du modèle avec des données 

issues de plusieurs hôpitaux et centres de dépistage.  

2. Amélioration des algorithmes et techniques de machine 

Learning 
Bien que les résultats obtenus avec le SVM soient 

prometteurs, il serait pertinent d’explorer d’autres techniques 

d’apprentissage automatique, telles que les réseaux de 

neurones profonds (Deep Learning) ou les forêts aléatoires, 
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afin de comparer leur performance et d'identifier des modèles 

encore plus performants.  

3. Collaboration avec les autorités de santé publique 
Enfin, il serait pertinent d’engager une collaboration avec les 

autorités de santé publique pour explorer la possibilité 

d’intégrer ce modèle dans des programmes nationaux de 

dépistage du cancer du sein.  

En conclusion, bien que le travail réalisé dans cet article constitue 

une première étape réussie vers l’utilisation les facteurs de risque 

du cancer du sein dans la prédiction du cancer du sein, de 

nombreux défis et opportunités d’amélioration restent à explorer. 

Les résultats obtenus sont encourageants et ouvrent la voie à une 

application plus large et plus précise des techniques 

d’apprentissage automatique dans le domaine médical. 
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